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합성 매핑 임베딩을 통한 교차 분류체계 매핑
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*

지원기관표기

요  약

서로 다른 목적으로 구축된 분류체계를 연결하는 교차 분류체계 매핑은 두 분류기를 독립 학습해 결합하는 

2단계 방식이 일반적이나, 분류 오차가 매핑으로 전이되고 관측되지 않은 새로운 결합을 표현하지 못한다. 본 

논문은 매핑 자체를 하나의 라벨로 보아 문서와 정렬·검색하는 문제로 재정의한다. 매핑 라벨을 두 분류 코드 

임베딩의 합성으로 표현하고, 양방향 구조적 네거티브 전략을 통해 두 분류 축의 분리를 유도한다. 이 합성 표

현은 분류기의 고정 라벨 집합을 넘어 미관측 결합까지 좌표로 나타내므로, 관측 분포로부터의 거리로 신규 

융합 매핑을 직접 탐지한다. 과학-특허와 산업-특허 두 데이터셋에서 제안 방법은 2단계 방식보다 상위 검색과 

순위 품질에서 우수했으며, 특히 롱테일 구간과 신규 결합 탐지에서 큰 향상을 보였다.

Abstract

Cross-taxonomy mapping, which links classification systems built for different purposes, is commonly addressed by 
a two-stage pipeline that trains a classifier per taxonomy and combines their predictions; however, classification errors 
propagate into the mapping and novel unobserved combinations cannot be represented. We reformulate it as an 
alignment-and-retrieval problem that treats the mapping itself as a single label. Each mapping label is represented as 
a composition of two classification-code embeddings, and documents are aligned with mappings using bidirectional 
structural hard negatives that separate the two classification axes. Since this compositional representation assigns 
coordinates even to combinations beyond a classifier's closed label set, novel fusion mappings are detected directly 
via distance from the observed distribution. On two datasets science-patent and industry-patent the proposed method 
outperforms the two-stage baseline in top-k retrieval and ranking quality, with notable gains on the long tail and in 
novel-combination detection.
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Ⅰ. 서  론

연구 성과와 산업 활동이 실제 기술 가치로 이어

지는 과정은 단일한 분류체계만으로 충분히 설명되

기 어렵다. 분류체계는 그 목적에 따라 지식을 서로 

다르게 조직한다[1, 2]. 과학기술분류가 연구 주제와 

학문적 지식 구조를 중심으로 한다면[3], 특허분류

는 기술의 권리화와 산업적 활용 가능성을 중심으

로 하며[4], 산업분류는 산업 활동의 구조를 중심으

로 한다[5]. 이처럼 서로 다른 기준으로 구축된 두 

체계는 동일한 문서나 기술 내용도 각기 다른 방식

으로 표현하므로, 두 체계를 잇는 분석에서는 의미

적 간극이 발생한다. 따라서 교차 분류체계 매핑은 

단순한 코드 대응표를 만드는 작업을 넘어, 서로 다

른 관점의 지식을 구조적으로 연결하기 위한 핵심 

기반이 된다. 이는 기술 동향 분석, 연구 성과의 산

업적 파급 경로 추적, 유망 융합기술 탐색, 연구개

발 전략 수립 등에 중요한 역할을 한다[6].
기존 접근 방식은 일반적으로 과학분류기와 특허

분류기를 각각 독립적으로 학습한 뒤, 두 분류 결과

를 동시출현 기반 매핑 테이블에 연결하는 2단계 

구조를 따른다[7]. 이 방식은 각 분류체계를 개별적

으로 다룰 수 있다는 점에서 직관적이지만, 교차 분

류체계 매핑을 직접 모델링하지 못한다는 한계를 

가진다[8].
첫째, 분류 오차가 곧 매핑 오차로 전이된다. 기

존 방식에서 최종 매핑은 과학분류 예측값과 특허

분류 예측값의 조합으로 결정된다. 따라서 두 예측 

중 하나라도 잘못되면, 최종 매핑 역시 잘못된 조합

을 기반으로 산출된다. 즉, 매핑 단계가 존재하더라

도 문서와 매핑 간의 관계를 직접 판단하는 것이 

아니라, 앞단에서 독립적으로 산출된 분류 결과에 

의존한다. 이로 인해 최종 매핑 성능은 두 분류기의 

개별 성능에 구조적으로 종속되며, 각 단계의 오류

가 최종 결과에 누적된다[9].
둘째, 매핑 자체에 대한 의미 표현이 부재하다. 

기존의 2단계 방식은 과학분류와 특허분류를 각각 

예측한 뒤, 두 결과를 사후적으로 연결할 뿐이다. 
따라서 과학분류와 특허분류의 결합 자체가 하나의 

의미 단위로 학습되거나 표현되지 않는다. 이 경우 

특정 문서가 왜 해당 매핑에 대응되는지, 또는 기존

에 관측되지 않은 새로운 조합이 어떤 의미적 근거

를 갖는지를 설명하기 어렵다[10]. 매핑 테이블은 

단순한 연결 규칙으로 작동할 뿐, 문서와 매핑 사이

의 거리, 인접 매핑과의 관계, 과학 축과 특허 축에

서의 상대적 위치와 같은 해석 가능한 정보를 제공

하지 못한다[11].
본 논문은 이러한 한계를 해결하기 위해 교차 분

류체계 매핑을 단순한 분류 결과의 사후 연결 문제

가 아니라, 매핑 자체를 하나의 의미 단위로 정렬하

고 검색하는 문제로 재정의한다. 구체적으로, 과학

분류와 특허분류를 각각 독립적으로 예측한 뒤 연

결하는 것이 아니라, 두 분류 항목의 결합을 하나의 

매핑 라벨로 정의한다. 이후 문서와 매핑 라벨을 동

일한 공동 임베딩 공간에 사상하고, 문서 임베딩과 

매핑 라벨 임베딩 간의 거리를 기반으로 적합한 매

핑을 검색·판정한다. 이와 같은 방식은 문서가 직접 

서로 다른 분류 체계 결합 공간에서 해석되도록 하

며[12], 기존에 관측된 매핑뿐만 아니라 새로운 융

합 매핑의 가능성도 거리 기반으로 분석할 수 있게 

한다[13].
본 논문의 주요 기여는 다음과 같다.
첫째, 교차 분류체계매핑을 2단계 분류가 아니라 

매핑 자체를 하나의 라벨로 보는 정렬·검색 문제로 

재정의한다. 기존 연구가 각 체계의 분류 결과를 사

후에 잇는 방식이었던 데 반해, 본 논문은 문서를 

매핑 라벨이 놓인 공동 임베딩 공간에 직접 정렬함

으로써 앞단 분류의 오차 전파를 원천적으로 제거

한다.
둘째, 매핑 라벨을 두 코드 임베딩의 합성으로 

표현하여, 분류기의 닫힌 라벨 집합 한계를 넘어 관

측되지 않은 과학-특허 결합까지 탐지한다. 이는 신

규·융합 매핑을 거리 기반으로 다룰 수 있는 구조

적 기반을 제공한다.
셋째, 두 분류 축의 분리를 명시적으로 유도하는 

양방향 구조적 하드 네거티브 학습을 제안한다. 구
분 난이도를 높이는 일반적 하드 네거티브와 달리, 
한쪽 축을 공유하는 네거티브를 양방향으로 구성하

여 합성 함수가 두 축을 모두 반영하도록 강제한다.
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Ⅱ. 관련 연구

2.1 분류와 분류체계 매핑
특허 및 기술문서의 자동 분류는 오랫동안 연구

되어 온 주제로[14], 초기에는 TF-IDF와 같은 통계

적 자질에 기반한 기계학습 분류기가 주로 사용되

었다 [15]. 이후 단어 임베딩과 RNN(Recursive 
Neural Network), CNN(Convolution Neural Network) 
기반 모델이 도입되며 성능이 향상되었고 [15], 최
근에는 BERT 계열의 사전학습 언어모델을 미세조

정하는 방식이 표준으로 자리 잡았다 [16]. 특히 특

허 도메인에 특화된 사전학습 모델이나 한국어 특

허·기술문서를 위한 분류 모델이 제안되며, 단일 분

류체계 내에서의 범주 예측 성능은 꾸준히 개선되

어 왔다 [17].
그러나 이러한 연구는 대부분 하나의 분류체계 

안에서 문서를 특정 범주로 할당하는 단일 분류 문

제에 집중한다. 서로 다른 두 분류체계를 연결하는 

교차 분류체계 매핑은 이와 구별되는 문제로, 기존 

연구는 주로 두 체계가 함께 부여된 문서의 동시출

현 통계를 집계하여 대응표를 구축하거나 [18], 각 

체계의 분류기를 독립적으로 학습한 뒤 그 예측 결

과를 연결하는 2단계 방식을 사용해 왔다. 국제특허

분류(IPC)와 경제분류[19], 또는 기술분류와 특허분

류를 연계하려는 시도가 이러한 범주에 속한다[20].

2.2 대조학습 기반 문장 임베딩과 밀집 검색

문장이나 문서를 의미 공간의 벡터로 표현하는 

임베딩 학습은 의미 유사도 측정과 검색의 기반이 

되어 왔다. 초기에는 단어 임베딩의 평균이나 순환

신경망 기반 표현이 사용되었으나, 사전학습 언어모

델이 등장하면서 문장 단위 표현의 품질이 크게 향

상되었다 [21]. 특히 SBERT 계열의 연구는 BERT를 

문장 임베딩에 적합하도록 재구성하여 문장 간 유

사도를 효율적으로 계산할 수 있게 하였다[22]. 이
러한 표현 학습에서 핵심적인 역할을 하는 것이 대

조학습(Contrastive Learning)이다. 대조학습은 의미적

으로 관련된 표본을 가깝게, 무관한 표본을 멀게 배

치하도록 임베딩 공간을 학습하며, InfoNCE 손실이 

널리 사용된다 [23]. 이때 어떤 부정 표본(negative)
을 사용하는지가 표현 품질을 좌우하는데, 정답과 

유사하지만 다른 하드 네거티브(hard negative)를 활

용하면 더 변별력 있는 표현을 학습할 수 있다고 

알려져 있다 [24]. 다만 기존의 하드 네거티브는 주

로 구분 난이도를 높여 표현력을 강화하는 데 목적

을 두며, 본 논문은 이를 두 분류 축의 분리를 유도

하는 방향으로 확장한다는 점에서 차이가 있다.

2.3 밀집 검색과 거리 기반 탐지

대조학습으로 학습된 임베딩은 Dense Retrieval의 

토대가 된다. 질의와 문서를 같은 공간에 사상한 뒤 

벡터 유사도로 관련 대상을 검색하는 방식은, 어휘 

일치에 의존하는 전통적 검색을 넘어 의미 기반 검

색을 가능하게 한다[25]. 본 논문은 이러한 정렬·검
색 패러다임을 문서–매핑 라벨 정렬로 확장한다. 
일반적인 밀집 검색이 질의와 문서를 정렬하는 데 

반해, 본 논문은 검색 대상을 두 분류 코드의 합성

으로 구성된 매핑 라벨로 둔다는 점에서 구별된다.
밀집 검색의 틀은 신규성 판정으로도 자연스럽게 

확장된다. 질의를 관측된 검색 대상들의 분포와 비

교할 때, 어떤 대상과도 충분히 가깝지 않은 질의는 

기존 항목으로 설명되지 않는 신규 입력으로 볼 수 

있다 [26]. 본 논문은 이 관점을 매핑에 적용하여, 
문서가 관측된 매핑점들로부터 일정 거리 이상 떨

어져 있으면 신규·융합 매핑으로 판정한다. 이는 분

류기의 확신도와 같은 간접 신호에 의존하지 않고, 
매핑이 놓인 표현 공간에서 거리로 신규성을 직접 

측정한다는 점에서 분류 기반 방식과 구별된다.

Ⅲ. 제안 프레임워크: 합성 매핑 임베딩을 통한 

정렬·검색

3.1 문제 형식화

문서 집합 의 각 문서 에는 서로 다른 두 분

류체계의 라벨이 연결되어 있다고 가정한다. 두 분

류체계의 라벨 집합을 각각 S와 P로 두며, 문서 d
에 연결된 라벨을 ∈∈로 표기한다. 여
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기서 S와 P는 특정 도메인에 고정된 것이 아니라, 
매핑 대상이 되는 두 분류체계를 일반적으로 나타

낸다. 예를 들어 (S, P) 는 {(과학기술분류, 특허분

류), (산업분류, 특허분류)} 와 같은 조합을 구성한

다.
본 논문은 두 라벨의 결합을 하나의 매핑 라벨   로 정의한다. 실제 데이터에서 가능한 

모든 라벨 조합(× )이 관측되는 것이 아니므

로, 문서에서 실제로 함께 등장한 매핑 라벨의 집합

을 로 둔다.

문서 인코더 는 문서 를  d차원의 임베딩 표

현으로 변환한다. 매핑 라벨 m은 그 구성요소인 두 

라벨의 코드 임베딩으로부터 합성되어 동일한 공간

의 한 점 vecm으로 표현된다. 구체적인 합성 

방식은 3.2절에서 설명한다. 문서와 매핑 라벨 간의 

정렬 정도는 코사인 유사도로 측정한다.

simxm fx⋅vecmfx T⋅vecm  (1)  

본 프레임워크는 두 과제를 포함한다. 매핑 검색

(고정 라벨)은 문서 를 관측 매핑 라벨 집합에 대

해 검색하여 가장 유사한 매핑을 예측한다.

  argmaxm∈M obssimxm (2)

정답은 그 문서의 쌍이며, 예측 쌍과의 일

치로 측정한다. 신규 융합 탐지(확장 라벨)는 최근

접 매핑점까지의 거리

min   max∈ simxm   (3)

가 임계()를 초과하면, 즉 min >  이면 기

존 어떤 대응에도 속하지 않는 신규/융합으로 판정

한다.

3.2 매핑 라벨의 합성 표현

매핑 라벨을 표현하는 가장 단순한 방식은 각 매

핑 라벨을 독립적인 항목으로 간주하는 원자적 표

현이다. 이 경우 관측된 매핑 라벨마다 하나의 임베

딩 벡터를 할당하는 룩업 테이블을 사용한다. 그러

나 원자적 표현은 에 포함된 관측 매핑 라벨

그림 1. 제안하는 합성 매핑 임베딩 프레임워크의 전체 구조. 문서 는 인코더 ∙를 통해 임베딩 로 변환된다.
매핑 라벨은 두 분류 축의 코드 임베딩 를 결합한 뒤 MLP ∙ 로 합성하여 매핑점 vecmi로 표현된다. 두
표현은 동일한 공동 임베딩 공간에서 InfoNCE 손실로 정렬되며, 이때 한 축을 공유하는 양방향 구조적 하드 네거티브vecmi , vecmi 를 사용하여 S축과 P축이 분리되도록 학습한다.
Fig. 1. Overall architecture of the proposed framework. A document is encoded by ∙ into  , and a mapping label is
represented as vecmi by composing the two code embeddings  and  via ∙; the two are aligned in a joint
embedding space with InfoNCE. The positive mapping vecmi  and a structural hard negative vecmi  induce the

separation of the two classification axes between S and P.
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에 대해서만 좌표를 가지므로, 학습에서 관측되지 

않은 라벨 조합 ∉에는 임베딩을 부여

할 수 없어 신규 또는 융합 매핑을 표현하지 못한

다.
본 논문은 이러한 한계를 완화하기 위해 매핑 라

벨을 두 라벨의 합성 표현으로 구성한다. 두 분류체

계의 코드 임베딩 테이블을 각각 다음과 같이 정의

한다.

∈ℛ   × ∈ℛ  ×  (4) 

여기서 c는 코드 임베딩 차원이다. 매핑 라벨 
은 각 코드 임베딩을 결합한 뒤, 합성 함수 를 통

해 d차원의 매핑점으로 다음과 같이 변환된다.

vecm  normalizeg ESEP  (5) 

여기서 ∙ ∙는 두 벡터의 결합(Concatenation)
이고, normalize는 L2 정규화로 매핑점을 단위 벡터

로 만들어 3.1에서 계산된 코사인 유사도와 정합되

며, 합성 함수 g는 다층 퍼셉트론으로 정의된다.
즉 vecm은 별도의 매핑 라벨 인코더가 아니

라, 두 코드 임베딩  와 합성 함수 가 함께 

생성하는 매핑점이다. 이 방식은 관측된 매핑 라벨

을 단순히 암기하는 것이 아니라 두 분류체계 라벨

의 조합으로 매핑을 표현하므로, 두 코드 임베딩이 

학습되어 있으면 에 포함되지 않은 조합에 대

해서도 매핑 좌표를 계산할 수 있다.
이 성질은 분류 기반 방식과의 근본적 차이를 만

든다. 분류 모델은 출력이 학습된 라벨 집합으로 제

한되어, 관측되지 않은 라벨 조합은 표현 자체가 불

가능하다. 반면 합성 표현은 라벨 조합 공간 전체에 

좌표를 부여할 수 있으므로, 분류기의 커버리지 경

계 밖에 있는 신규·융합 매핑까지 거리 기반으로 

다룰 수 있다.

3.3 두 분류 축의 분리

합성 표현이 의미를 가지기 위해서는 두 분류체

계의 라벨 축이 서로 구분되게 학습되어야 한다. 그
러나 단일 문서만으로는 문서의 의미가 어느 라벨 

축에서 비롯되었는지 분리하기 어렵다. 이에 여러 

문서에 걸쳐 반복되는 교차 결합 패턴을 통해 두 

축의 분리를 가능하게 설계한다.
예를 들어 동일한 S가 여러 P와 결합하거나 동

일한 P가 여러 S와 결합한다면, 모델은 한쪽 라벨

에 공통으로 나타나는 의미 성분과 다른 축에 의해 

달라지는 성분을 추정할 수 있다. 반대로 S가 하나

의 P와만 결합한다면 두 라벨의 효과는 분리되기 

어렵고, 해당 결합은 사실상 하나의 원자적 매핑 라

벨처럼 작동한다.
따라서 합성 표현의 핵심은 두 코드 임베딩을 결

합하는 것이 아니라, 두 라벨 축이 서로 다른 의미 

성분을 담당하도록 학습하는 데 있다. 이를 위해 다

음 절에서는 한쪽 라벨을 공유하면서 다른 쪽 라벨

만 달라지는 구조·의미적 하드 네거티브 전략을 적

용한다.

3.4 양방향 구조적 하드 네거티브 학습

학습의 목표는 문서 임베딩 를 정답 매핑

점 vecsp에 가깝게 정렬하고 다른 매핑점과는 

멀어지도록 하는 것이다. 이를 위해 InfoNCE 손실

을 사용하며 다음과 같다.

 log′expsimxm′expsimxm      (6)

여기서 는 온도 파라미터이며, ′은 네거티브

를 의미한다. 3.3에서 논의한 두 축의 분리는 이 네

거티브 집합을 어떻게 구성하느냐에 달려 있으며, 
본 논문에서는 다음과 같이 양방향 구조적 하드 네

거티브로 구성한다.
먼저 동일한 S축 라벨을 공유하지만 P축 라벨이 

다른 매핑을 P축 네거티브로 정의한다. 이 네거티

브는 s가 동일하므로, 정답 매핑을 구분하려면 p의 

차이를 반영해야한다. 반대의 경우에도 동일하게 정

의된다. 따라서 각 축에 대한 네거티브 구축(N)은 

다음과 같이 구성된다.

   sp′ ∈Mobsp′≠ p (7)  
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   s′p∈Mobss′ ≠ s (8)

이러한 구성은 모델이 한쪽 분류 축에만 의존하

는 것을 방지한다. 일반적인 네거티브가 구분 난이

도를 높여 표현력을 강화하는 데 목적이 있다면, 양
방향 구성은 두 분류 축의 분리를 명시적으로 유도

한다는 점에서 목적이 다르다. 결과적으로 양방향 

네거티브는 합성 함수가 두 코드 임베딩을 단순히 

결합하는데 그치지 않고, 두 축이 서로 다른 의미 

성분을 담당하도록 학습하게 된다.

Ⅳ. 실험 설계

4.1 데이터셋

본 논문은 하나의 문서에 두 분류체계의 라벨이 

함께 부여된 데이터셋을 활용한다. 이러한 데이터는 

한 문서에 과학기술분류와 특허분류가 함께 부여되

거나, 한국표준산업분류와 특허분류가 함께 부여된 

형태이다. 제안 프레임워크는 이러한 두 종류의 데

이터셋에서 평가한다.
데이터셋은 AI-Hub에서 제공하는 과학기술표준

분류 대응 특허데이터[27]와 특허 분야 자동분류 데

이터[28]를 사용한다. 해당 데이터셋은 각 문서의 

제목, 초록, 청구항 등으로 구성되어 있으며, 하나의 

문서에 두 개의 라벨이 모두 부여되어 있다. 이 정

보를 매핑의 목적에 맞게 정제하여 활용한다.
데이터셋은 AI-Hub에서 제공하는 학습·검증 분할

을 유지한다. 분리 후 과학-특허 데이터는 학습 

240,187건, 검증 30,024건으로 과학기술표준분류는 

188개, 특허분류는 603개의 라벨을 가지며 관측된 

매핑쌍은 15,281개로 구성된다. 산업-특허 데이터는 

학습 443,488건, 검증 56,392건으로 산업분류 118개, 
특허분류 597개의 라벨을 가지며 관측된 매핑쌍은 

6,130개로 구성된다. 각 라벨은 모두 계층적인 구조

를 가지지만, 계층이 깊어질수록 매핑쌍이 급격히 

증가하고 라벨당 샘플이 감소하기 때문에 이를 고

려하여 중분류, 서브클래스 단위로 라벨을 구성한

다. 입력 텍스트는 제목, 초록, 청구항을 결합하여 

하나의 입력문으로 구성한다.
한편 검증 집합에는 학습 집합에서 관측되지 않

은 매핑쌍을 가진 문서가 존재하며, 이는 확장 라벨 

평가의 신규(novel) 대상이 된다. 이러한 신규 문서

는 과학-특허 데이터에서 809건(검증의 약 2.7%), 
산업-특허 데이터에서 496건(약 0.88%)이다. 주목할 

점은 이들이 미관측 개별 라벨이 아니라 미관측 결

합이라는 것이다. 두 데이터셋 모두 검증 집합의 개

별 라벨은 전부 학습 집합에 존재하므로, 신규 문서

는 두 라벨이 모두 관측되었으나 그 결합만 새롭게 

나타난 경우에 해당한다.

4.2 비교 방법

제안 방법을 다음과 같이 세 가지 접근 방식으로

비교한다. 
첫째, 2단계 분류 방식은 두 분류체계 각각에 대

해 분류기를 독립적으로 학습한 뒤 그 결과를 결합

하는 기존 방식을 대표한다. 본 논문에서는 두 분류

체계에 대해 각각 KoBERT[21] 분류기를 학습하고, 
각 분류기의 최상위 예측을 결합하여 한 쌍의 매핑

을 출력한다. 이 방식은 매핑쌍에 대해 단일 후보만 

산출하므로, 상위 후보 집합을 활용하는 순위 기반 

평가에서는 최상위 예측으로 측정된다. 
둘째, 사전학습(Pre-trained) 임베딩 방식은 별도의 

미세조정 없이 사전학습 임베딩만으로 구성한 베이

스라인이다. 각 매핑 라벨에 속한 학습 문서들의 임

베딩 평균을 그 매핑의 프로토타입으로 두고, 검증 

문서를 가장 가까운 프로토타입으로 검색한다. 이는 

합성 학습이 가져오는 효과를 분리해 확인하기 위

한 대조군이다.
셋째, 제안 방법은 3장에서 기술한 합성 매핑 임

베딩으로, 매핑 라벨을 두 코드 임베딩의 합성으로 

표현하고 양방향 구조적 하드 네거티브와 InfoNCE 
손실로 문서와 매핑 라벨을 정렬한다.

사전학습 임베딩 방식과 제안 방법은 문서 인코

더 백본에 따라 성능이 달라질 수 있으므로, 한국어 

Domain Train Validation Paired Mapping
SCI-PAT 240,187 30,024 15,281
IND-PAT 443,488 56,392 6,130

표 1. 데이터셋 구성

Table 1. Dataset Construction
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특화·다국어 임베딩 모델을 아우르도록 

ko-sroberta[29], Qwen3-Embedding-0.6B[30] 두 가지 

백본에 대해 각각 평가하고, 사전학습 비교에는 

KoB, Qwen3-8b를 추가로 포함한다. 2단계 분류는 

분류기 기반이므로 KoBERT를 파인튜닝하여 사용

한다.

4.3 평가지표

평가는 매핑 검색 성능을 보는 고정 라벨 방식과 

신규 융합 탐지 성능을 보는 확장 라벨 방식으로 

구성한다.
고정 라벨 방식에서는 검증 문서를 관측된 매핑 

라벨 집합에 대해 검색하고, 그 문서의 정답  
쌍과 일치하는지를 쌍 단위로 측정한다. 한쪽 축만 

맞은 경우는 오답으로 처리하여 두 축을 모두 맞춘 

경우만 정답으로 인정한다. 지표로는 상위 k개 후보 

안에 정답이 포함되는 비율인 Pair-R@1, R@3, R@5
와, 정답 순위의 역수 평균인 평균 역순위(MRR)을 

사용한다. 

   ≤  (9)

MRR과 매핑쌍 단위로 평균한 MRR macro를 함

께 보고하며, macro는 희소한 매핑쌍에서도 동일한 

가중치를 부여하므로 롱테일 구간의 성능을 반영한

다. 

   (10)

또한 매핑쌍의 학습 빈도에 따라 head·mid·tail 세 

구간으로 나누어 구간별 MRR을 제시하고, 최상위

로 예측한 매핑에서 각 축을 맞춘 비율을 참고 지

표로 보고한다.
확장 라벨에서는 검증 집합 중 학습에서 관측되

지 않은 매핑쌍을 가진 문서에 대해 평가한다. 각 

문서에 대해 최근접 매핑점까지의 거리를 신규성 

점수로 사용하여, 분류 기반 2단계 방식은 연속적인 

거리 점수가 없으므로 두 분류기의 최대 소프트맥

스 확신도(MSP)의 곱을 신규성 점수로 사용한다. 

지표로는 AUROC와 FPR@95TPR(참 양성률 95%에

서의 거짓 양성률)을 사용한다. 신규 문서 집합을 , 기존 문서 집합을 이라 하고, 각각에서 

선택한 문서를 ⁺∈⁻∈으로 정의한다. 

이때 AUROC는 다음과 같이 무작위로 뽑은 신규 

문서의 점수가 기존 문서보다 높을 확률로 정의된

다.

  · 　　　　×⁺∈⁻∈⁺  ⁻ (11)

4.4 구현 세부
문서 인코더 백본은 ko-sroberta, Qwen3-Embeddi 

ng-0.6B를 사용한다. 코드 임베딩 차원 c는 256으로 

두고, 매핑점과 문서 임베딩은 백본의 은닉 차원 d
로 정렬한다. 합성 함수 g는 결합된 코드 임베딩(차
원 2c)을 입력받아 d차원으로 변환하는, GELU 활성

을 포함한 다층 퍼셉트론이다.
학습은 InfoNCE 온도 τ = 0.05, 방향별 구조적 

하드 네거티브 최대 10개, AdamW 옵티마이저(가중

치 감쇠 0.01), 학습률 2×10⁻⁵, 배치 크기 32, 10 에
폭으로 수행하며, 워밍업 비율은 0.1로 둔다. 디코더 

계열 백본(Qwen3)은 학습 안정성을 위해 학습률을 

절반으로 낮춘다. 문서 임베딩과 매핑점은 모두 L2 
정규화하여 코사인 유사도로 정렬한다.

2단계 분류의 KoBERT 분류기는 각 분류체계에 

대해 학습률 2×10⁻⁵, 최대 입력 길이 512로 미세조

정한다. 사전학습 임베딩 베이스라인은 별도 학습 

없이 각 백본의 임베딩으로 매핑별 프로토타입을 

구성한다.
모든 학습은 RTX 4090 2장 환경에서 수행하며, 

문서 인코더는 데이터 병렬로 처리한다. 코드 임베

딩 테이블과 매핑점은 32비트 부동소수점으로 유지

하여 정규화·거리 계산의 수치 안정성을 확보한다.

Ⅴ. 결과 및 분석

5.1 단일 분류기 성능
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표 3는 2단계 방식의 기반이 되는 KoBERT 분류

기 성능이다. 과학분류는 정확도 0.684, 산업분류는 

0.818, 특허분류는 0.718로 단일 분류체계 내에서는 

비교적 안정적인 성능을 보인다. 다만 특허분류는 

정확도 0.718에 비해 Macro-F1이 0.301로 크게 낮고 

산업분류도 Macro-F1이 0.595에 그쳐, 빈도가 높은 

라벨은 잘 분류하지만 희소 라벨은 거의 분류하지 

못하는 롱테일 편향을 드러낸다.
더 근본적인 문제는 이러한 분류 성능이 매핑으

로 결합될 때 그대로 유지되지 못한다는 점이다. 2
단계 방식에서 매핑이 정답이 되려면 두 분류 축이 

동시에 맞아야 하므로, 매핑 정확도는 두 분류 정확

도의 곱에 가깝게 하락한다. 표 2의 2단계 분류 결

과가 이를 직접 보여준다. 과학-특허에서 두 분류 

정확도의 곱(0.684 × 0.718 ≈ 0.491)은 표 3의 2단
계 매핑 R@1(0.496)과 거의 일치하며, 산업–특허에

서도 곱(0.818 × 0.718 ≈ 0.587)이 R@1(0.578)에 근

접한다. 즉 각 분류기가 개별적으로는 0.68~0.82의 

정확도를 보이더라도, 두 결과를 결합하는 순간 한

쪽의 오차가 다른 쪽의 정답을 무효화하여 매핑 정

확도가 0.5~0.58 수준으로 떨어진다. 이는 분류 결

과를 사후에 결합하는 2단계 구조에서 두 분류기의 

오차가 곱해져 누적되는 오차 전파를 정량적으로 

보여준다. 제안 방법은 문서를 매핑 라벨에 직접 정

렬함으로써 이러한 단계적 오차 누적을 거치지 않

는다.

5.2 고정 라벨(Closed-set) 매핑 성능

표 2은 두 도메인의 고정 라벨 매핑 검색 성능이

다. 학습을 포함하는 2단계 및 제안 방법은 서로 다

른 세 시드로 실행한 평균과 표준편차로 보고하며, 

Domain Acc Macro-F1 Weighted-F1
Science 0.684 0.679 0.682
Industry 0.818 0.595 0.811
Patent 0.718 0.301 0.699

표 3. 각 분류체계에 대한 KoBERT 분류기의 단일 분류
성능.

Table 3. Single-classification performance of the

KoBERT classifier for each taxonomy.

Domain Method Backbone R@1 R@3 R@5 MRR MRR_macro

SCI-
PAT

two stage kobert 0.496±0.004 - - 0.496±0.004 0.285±0.006

pre-trained

kobert 0.105 0.210 0.272 0.190 0.174
ko-sroberta 0.213 0.362 0.478 0.337 0.299
qwen3-0.6b 0.303 0.481 0.637 0.453 0.358
qwen3-8b 0.306 0.549 0.653 0.462 0.410

proposal
ko-sroberta 0.497±0.003 0.756±0.002 0.837±0.002 0.540±0.003 0.437±0.005
qwen3-0.6b 0.503±0.004 0.777±0.003 0.859±0.002 0.657±0.003 0.480±0.005

IND-
PAT

two stage kobert 0.578±0.004 - - 0.578±0.004 0.321±0.006

pre-trained

kobert 0.171 0.332 0.414 0.287 0.227
ko-sroberta 0.384 0.647 0.718 0.5143 0.479
qwen3-0.6b 0.402 0.665 0.758 0.5591 0.483
qwen3-8b 0.426 0.711 0.804 0.597 0.491

proposal
ko-sroberta 0.614±0.003 0.853±0.002 0.903±0.001 0.741±0.002 0.515±0.005
qwen3-0.6b 0.623±0.004 0.867±0.003 0.912±0.002 0.748±0.003 0.523±0.005

표 2. 두 도메인(SCI-PAT, IND-PAT)에서의 고정 라벨 매핑 검색 성능. 모든 지표는 두 분류 축을 동시에 맞춘 쌍 단위
기준이며, 2단계 방식은 단일 후보만 산출하므로 R@{3,5}가 R@1과 동일하다. 학습이 필요한 2단계 및 제안 방법은 서
로 다른 세 시드로 실행한 평균과 표준편차이며, 사전학습 방식은 미세조정을 거치지 않아 시드에 따른 차이가 없으므
로 단일 값으로 보고한다.
Table 2. Closed-set mapping retrieval performance on the two domains (SCI-PAT, IND-PAT). All metrics are 
pair-level, requiring both classification axes to be correct simultaneously; since the two-stage method produces only 
a single candidate, R@{3,5} equal R@1. The two-stage and proposed methods, which require training, are reported 
as the mean and standard deviation over three random seeds, whereas the pre-trained method involves no 
fine-tuning and is therefore reported as a single seed-invariant value.
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미세조정을 거치지 않는 사전학습 방식은 시드에 

따른 차이가 없어 단일 값으로 보고한다. 모든 방법

에서 표준편차가 0.005 이하로 작아, 결과가 시드에 

안정적임을 확인할 수 있다.
최상위 정확도(R@1)에서, 과학-특허 도메인은 2

단계 분류(0.496)와 제안 방법(ko-sroberta 0.497, 
qwen3 0.503)이 유사한 수준이다. 두 분류기가 각각 

충분히 학습되면 그 결합만으로도 상당수의 매핑쌍

을 맞출 수 있기 때문이다. 반면 산업-특허 도메인

에서는 제안 방법(ko-sroberta 0.614, qwen3 0.623)이 

2단계(0.578)를 R@1에서부터 뚜렷이 앞선다.
상위 후보를 함께 고려하면 격차가 분명해진다. 

제안 방법은 R@5에서 0.84~0.91에 이르는 반면, 2
단계 분류는 단일 후보만 산출하므로 R@5가 R@1
과 동일한 값(과학 0.496, 산업 0.578)에 머문다. 순
위 품질을 반영하는 MRR에서도 제안 방법이 2단계

를 크게 앞선다. 이는 제안 방법이 정답을 최상위에 

두지 못하더라도 상위권에 일관되게 배치함을 의미

하며, 복수의 관련 매핑을 후보로 제시해야 하는 실

제 활용에서 유리하다.
한편 KoBERT 모델의 사전학습 베이스라인은 

R@1이 0.11~0.171으로 가장 낮아, 미세조정 없이 

사전학습 표현만으로는 매핑 정렬이 충분하지 않음

을 보인다. 주목할 점은 백본의 영향이 학습 전후로 

달라진다는 것이다. 사전학습 단계에서는 더 큰 백

본일수록 높은 성능을 보여, qwen3-0.6b가 

ko-sroberta를 앞서고(R@1 0.303 대 0.213) qwen3-8b
가 가장 높다. 그러나 제안 학습을 거치면 

ko-sroberta와 qwen3-0.6b의 성능이 거의 같은 수준으

로 수렴한다(R@1 0.497 대 0.503). 이는 제안 프레

임워크가 백본의 초기 표현력 차이에 크게 의존하

지 않으며, 비교적 경량의 한국어 임베딩 모델만으

로도 충분한 매핑 성능을 얻을 수 있음을 시사한다.
이러한 수렴 경향은 더 큰 백본을 학습할 필요성

을 줄인다. qwen3-8b는 사전학습 단계에서 가장 높

은 성능을 보이나 이는 미세조정 이전의 표현력 차

이일 뿐이며, 제안 학습 후 백본 격차가 수렴하는 

패턴을 고려하면 추가 학습으로 얻을 이득은 제한

적일 것으로 예상된다. 이에 본 논문은 학습 비용 

대비 효용을 고려하여 qwen3-8b는 사전학습 성능만 

비교에 포함하고, 제안 방법은 경량 백본인 

ko-sroberta와 qwen3-0.6b를 중심으로 평가하였다.
특히 희소 매핑을 동일 가중으로 평가하는 

MRR_macro에서 격차가 가장 크다. 제안 방법은 과

학–특허에서 0.437~0.480, 산업–특허에서 

0.515~0.523인 반면, 2단계는 각각 0.285와 0.321에 

그친다. 이는 앞서 5.1에서 확인한 특허·산업 분류

기의 낮은 Macro-F1, 즉 롱테일 한계가 매핑을 단위

로 정렬하는 제안 방식에서 완화됨을 보여준다.

그림 2와 같이 롱테일 격차는 빈도 구간별 성능

에서 더 분명히 드러난다. 매핑쌍의 분포는 소수의 

빈번한 결합과 다수의 희소한 결합으로 이루어진 

전형적인 롱테일 구조를 가지며, 이로 인해 세 방법 

모두 빈도가 높은 head 구간에서는 비교적 높은 성

능을 보이지만 구간이 희소해질수록 성능이 하락한

다. 다만 그 하락의 폭은 방법에 따라 크게 다르다. 
2단계 분류는 tail 구간에서 성능이 급격히 떨어지는 

반면, 제안 방법은 같은 구간에서도 성능을 상당 부

분 유지하여 두 방식의 격차가 tail에서 가장 크게 

벌어진다.
이러한 차이는 두 방식의 구조적 특성에서 비롯

된다. 2단계 분류는 각 축의 분류기가 희소 라벨을 

충분히 학습하지 못하며, 두 축이 모두 희소한 매핑

쌍에서는 이러한 한계가 누적되어 성능이 급락한다. 

그림 2. 과학-특허 도메인의 빈도(q) 구간별 매핑
성능(MRR). 매핑쌍을 학습 빈도에 따라 head(0.33<q)
·mid(0.33<q<0.66)·tail(q>0.66) 세 구간으로 나누어

측정하였다.
Fig. 2. Mapping performance (MRR) by frequency bin on
the science–patent domain. Mapping pairs are divided into
head, mid, and tail bins according to training frequency.
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반면 제안 방법은 매핑을 두 코드 임베딩의 합성으

로 표현하므로 개별 축의 정보를 공유할 수 있다. 
따라서 어떤 매핑쌍이 드물게 관측되더라도, 그 축

을 구성하는 라벨이 다른 결합에서 충분히 학습되

었다면 합성을 통해 해당 매핑의 위치를 보다 안정

적으로 추정한다. 이는 롱테일 환경에서 제안 방법

이 갖는 핵심 이점이다. 

5.3 확장 라벨(Open-set) 매핑 성능

표 4는 학습에서 관측되지 않은 매핑쌍을 탐지하

는 확장 라벨 성능이다. 두 도메인 모두 제안 방법

이 2단계 분류의 MSP 기반 탐지보다 우수하다. 과
학–특허에서 제안 방법은 AUROC 
0.823(ko-sroberta)으로 2단계(0.735)를 앞서고, 산업–

특허에서도 제안 0.783 대 2단계 0.712이다. 
FPR@95TPR 또한 두 도메인 모두 제안 방법이 더 

낮아, 동일한 탐지율에서 오탐이 적다(과학 0.592 
대 0.778, 산업 0.689 대 0.818).

주목할 점은 두 방식의 탐지 원리가 근본적으로 

다르다는 것이다. 4.1에서 확인하였듯 신규 문서의 

개별 라벨은 모두 학습에 존재하며 그 결합만이 새

롭다. 2단계 분류는 각 축의 라벨을 예측할 수 있으

나 그 결합이 신규라는 사실 자체를 표현하지 못하

고, 분류 확신도가 낮아지는 간접 신호로만 신규성

을 포착한다. 반면 제안 방법은 매핑을 단일 좌표로 

표현하므로 관측 분포로부터의 거리로 신규성을 직

접 측정하며, 이를 통해 더 높은 AUROC와 더 낮은 

오탐을 달성한다. 다만 확장 라벨 성능의 절대 수준

은 고정 라벨에 비해 낮은 편이며, 이는 신규 융합 

탐지가 본질적으로 어려운 과제임을 보여준다. 또한 

확장 라벨에서는 ko-sroberta가 qwen3-0.6b와 같거나 

다소 앞서, 고정 라벨과 달리 백본 규모가 신규 탐

지 성능으로 직결되지는 않음을 보인다.

5.4 신규 융합 매핑의 정성 분석

제안 방법의 합성 표현은 관측되지 않은 매핑 조

합에 대해서도 좌표를 산출할 수 있으므로, 학습에

서 나타나지 않은 새로운 매핑을 제안하는 데 활용

할 수 있다. 이를 정성적으로 확인하기 위해, 과학-
특허 도메인에서 학습에 관측되지 않은 모든 (s, p) 
조합을 합성하여 좌표를 산출하고, 각 조합에서 가

장 가까운 관측 매핑까지의 거리 δ를 측정하였다. 
표 5는 그 거리에 따라 후보를 가까운 경우(A), 중
간(B), 먼 경우(C)로 나누어 예시한 것이다.

가까운 경우(A)는 동일한 과학분류를 공유하면서 

인접한 특허분류와 새롭게 결합되는 후보다. 예를 

들어 LC01(의생명과학)↔B81C(미세구조 장치)는 학

습에 존재하지 않는 결합이지만, 동일 분야가 인접 

특허 B81B(초소형 구조 장치)와 이미 결합된 적이 

있어 제안 방법은 이를 가까운 좌표로 추정한다. 주
목할 점은 최근접 관측 매핑이 대부분 특허 코드의 

한 단계 인접 분류(B81B↔B81C 등)라는 것이다. 이
는 합성 표현이 특허 축의 코드 임베딩에서 분류 

간 인접성을 보존하며, 그 결과 한 축을 고정한 채 

의미적으로 가까운 다른 축으로의 신규 결합을 합

리적으로 제안함을 의미한다.
반면 먼 경우(C)는 기존의 어떤 관측 매핑과도 

충분히 가깝지 않은 결합으로, 거리 δ가 크게 나타

Domain Backbone AUROC FPR@95TPR

SCI-PAT
two stage 0.735 0.778
ko-sroberta 0.823 0.592
qwen3-0.6b 0.822 0.605

IND-PAT
two stage 0.712 0.818
ko-sroberta 0.783 0.689
qwen3-0.6b 0.781 0.792

표 4. 학습데이터에서 관측되지 않은 매핑쌍에 대한 확

장 라벨 탐지 성능.
Table 4. Open-set detection performance on mapping

pairs not observed in the training data.

Type Novel Mapping Nearest Mapping 
(A)

LC01↔B81C LC01↔B81B 0.211
EG10↔H04W EG10↔H04B 0.212

(B)
EG02↔D06C EG02↔G21B 0.367
ND09↔A42B ND01↔A42B 0.368

(C)
EC03↔G06E EC03↔C08L 0.554
EC02↔B61H EH10↔B61H 0.549

표 5. 제안 방법이 산출한 신규 매핑 후보 예시(과학–

특허, qwen3-0.6b). 신규 매핑, 최근접 관측 매핑, 매핑

간 거리 
Table 5. Examples of novel mapping candidates
produced by the proposed method (science–patent,

qwen3-0.6b): the novel mapping, its nearest observed

mapping, and the distance between them.
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난다. 이처럼 거리는 신규 결합이 기존 매핑 공간에 

잘 포섭되는지를 정량적으로 나타내는 척도가 된다. 
중요한 점은, 미관측 결합이라 하더라도 합성 좌표

가 무작위로 흩어지지 않고 두 축의 임베딩에 따라 

일관된 위치에 형성되므로, 그 위치와 거리를 근거

로 결합의 타당성을 정량적으로 평가할 수 있다는 

것이다.
이러한 성질은 제안 방법을 단순한 매핑 검색을 

넘어 활용할 수 있게 한다. 거리 점수는 기존 라벨 

중 가장 가까운 후보를 선택하는 데 그치지 않고, 
기존 라벨 공간으로 충분히 설명되지 않는 영역을 

판단하는 기준으로도 쓰인다. 즉 어떤 라벨 조합이 

기존 매핑들과 낮은 적합도를 보이면서도 임베딩 

공간에서 일관된 위치를 형성한다면, 이를 새로운 

매핑 결합의 등장 가능성으로 해석할 수 있다. 따라

서 제안 방법은 기존 분류체계 내의 매핑뿐 아니라, 
분류체계 개정이나 신규 라벨 추가가 필요한 상황

에서 초기 후보를 제안하는 데에도 활용될 수 있다.

Ⅵ. 결론

본 논문은 교차 분류체계 매핑을 두 분류기의 예

측을 사후에 결합하는 문제가 아니라, 매핑 자체를 

하나의 라벨로 보아 문서와 정렬·검색하는 문제로 

재정의하였다. 제안 방법은 매핑 라벨을 두 분류 축

의 코드 임베딩을 합성하여 표현하고, 한 축을 공유

하는 양방향 구조적 하드 네거티브와 InfoNCE 손실

로 문서와 매핑을 공동 임베딩 공간에 정렬한다. 이
를 통해 앞단 분류의 오차가 매핑으로 전이되는 2
단계 방식의 구조적 한계를 제거하고, 두 분류 축의 

의미를 분리해 담은 합성 표현으로 매핑을 구성한

다.
과학-특허와 산업-특허 두 데이터셋에서의 실험

은 제안 방법의 효과를 일관되게 보여준다. 제안 방

법은 상위 후보 검색과 순위 품질에서 2단계 방식

을 앞섰으며, 특히 희소한 매핑쌍이 많은 롱테일 구

간에서 큰 향상을 보였다. 이는 각 축의 분류 오차

가 누적되는 2단계 방식과 달리, 합성 표현이 개별 

축의 정보를 공유하여 드물게 관측된 결합에 대해

서도 안정적인 표현을 형성하기 때문이다. 또한 학

습에서 관측되지 않은 신규 결합을 탐지하는 개방

형 평가에서도, 매핑 좌표로부터의 거리를 직접 측

정하는 제안 방법이 분류 확신도에 의존하는 2단계 

방식 대비 우수하였다. 
본 논문은 다음과 같은 한계와 향후 과제를 가진

다. 첫째, 본 연구에서 다룬 신규 결합은 개별 라벨

이 모두 학습에 존재하되 그 조합만 새로운 경우에 

한정된다. 합성 표현은 구조적으로 미관측 개별 라

벨의 조합에도 좌표를 부여할 수 있으나, 해당 라벨

의 코드 임베딩이 학습되지 않아 좌표의 신뢰도가 

낮으며 본 데이터셋에는 평가 표본이 부족하여 이

를 검증하지 못하였다. 코드 임베딩을 라벨의 텍스

트 설명으로 초기화하는 등의 방법으로 미관측 라

벨로의 일반화를 확장하는 것은 향후 과제로 남긴

다. 둘째, 본 논문은 두 분류체계의 결합만을 다루

었으나, 셋 이상의 분류체계로 매핑을 확장하는 것

은 합성 표현의 자연스러운 확장 방향이 될 수 있

다. 제안 방법이 서로 다른 분류체계를 의미 기반으

로 연결하는 일반적 틀을 제공하는 만큼, 향후 기술 

융합 발굴이나 연구-산업-특허 연계 분석 등 다양한 

응용으로 이어질 수 있을 것으로 기대한다.
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